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概要

敗血症は臓器不全を伴う感染症であり、死亡率が極めて高く、重症化しやすい患者を早期に
予測する事は高い臨床的意義を持つ。本研究では電子カルテから得られる重症度スコア、バイタ
ルサイン、看護記録を組み合わせた敗血症患者の転帰予測システムを提案する。提案システム
は二つの段階から成り立つ。第一段階で特徴量抽出として、重症度スコアの計算，Switching
AR Modelを用いたバイタルサインの状態比率抽出、潜在的ディリクレ配分法を用いた看護記録
のトピック比率抽出を行う。第二段階でその三種類の変数を用いてサポートベクターマシンの学
習を行う。集中治療室の実データを用いた実験により、提案システムは既存手法や看護記録を用
いない手法と比較して、より正確に患者の転帰を予測できる事を示す。

1 まえがき

集中治療室（Intensive Care Unit:ICU）は病院内で密接に患者の生死に関わる部門の一つであ
る。その為、医師、看護師は患者の状態を的確、迅速に判断し診療を行う事が求められる。しか

し、時間的、人的制約により、全ての判断を人手で行う事は医療スタッフの大きな負担となる。判

断を補助する為の手段として、重症化しやすい患者や、特定の症状の発症などを検知し、医療ス

タッフにアラートを出す意思決定支援システムが注目されている。

重症化しやすい患者を検知する為に、様々な転帰予測手法が提案されている。ICUに入室した患
者の転帰予測手法には、SAPS II[1]、APACHE II[2]など重症度スコアが用いられてきた。近年で
は電子カルテの導入により、一人の患者から異質かつ多様なデータが取得できるようになった。こ

れらのデータに対して、機械学習的アプローチを用いる予測手法も提案されている [3]。
ICUに入室した患者はそれぞれ異なる疾患を持つが、上述の手法の多くはその違いを考慮して

いない。Siontisらは ICUに入室した患者の転帰予測に関する既存研究を解析し、疾患や背景の違
いにより予測精度に大きなばらつきが存在する事を報告している [4]。より的確に医療スタッフの
意思決定を補助する為に、個別の疾患に焦点を当てたシステムを開発する事が望ましい。

ICU内で観測される様々な疾患の中でも、敗血症は特に重要な疾患である。敗血症は臓器不全を
伴う感染症であり、死亡率の高さ、経済コストの大きさは ICUの運営に強く影響する。2001年に
発表された米国を対象とした疫学研究では、年間 75万人が発症し、半数以上は ICUに入室、ICU
内死亡率は 34．3%に上り、治療や対策に伴うコストは年間 160億ドル以上であると報告されて
いる [5]。
敗血症では、早期に患者の転帰を予測するシステムは高い臨床的意義を持つ。重症化し得る患者

を早期に特定し、治療を行う事で予後を改善する可能性がある [6]。一方で、軽症な患者に対して
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1



表 1: 電子カルテに記録されるデータとその異質性
種類 性質

バイタルサイン 等間隔時系列定量データ

検査データ 不等間隔時系列定量データ

デモグラフィック変数 定量データ

看護記録 不等間隔時系列定性データ

過剰な抗菌薬投与を行うと、死亡リスクを向上させるという報告もある [7]。その為、転帰予測シ
ステムに基づき、重篤な状態にある患者を検知する事は、予後を改善する上で有効である。

電子カルテ内には、表 1に示されるようにデモグラフィック変数、バイタルサイン、検査データ、
看護記録などが記録されている。3バイタルサイン、検査データ、看護記録は患者の入室時間に比例

して記録が増加する。その為、転帰予測の際に直接特徴量として用いる事は出来ず、特徴量抽出を

行いデータを構造化する必要がある。

敗血症患者の転帰予測に関する研究は、定量データからの特徴量抽出に基づくものが多く、定性

データである看護記録を用いた研究は見受けられない。しかし、看護記録は、医療スタッフの観

察、経験の様に定量データでは得られない情報を反映している可能性があり、有効な予測因子にな

り得る。

本研究では、看護記録を含む異質なデータを統合した敗血症患者の転帰予測システムを構築す

る。システムは 2つの段階から構成される。第一段階で特徴量抽出として、重症度スコアの計算、
Switching AR Modelを用いたバイタルサインからの状態比率抽出、潜在的ディリクレ配分法を用
いた看護記録からのトピック比率の抽出を行う。第二段階では、第一段階で得た特徴量を組み合わ

せてサポートベクターマシンの学習、予測を行う。そして、東北大学病院 ICUの実データを用い
た実証実験を通じて、看護記録を予測に用いるシステムの有効性を示す。

以下では 2章で先行研究と本研究との相違点について述べ、3章ではシステムの詳細について説
明する。4章では実証実験とその結果について説明する。5章では実証実験の結果をもとに考察を
行い、6章を本稿のむすびとする。

2 先行研究

2.1 ICU入室患者の転帰予測

従来の転帰予測では、SAPS IIや APACHE IIなど重症度スコアが用いられてきた。しかし、こ
れらのスコアは ICU入室後 24時間の最悪値を用いて計算されるため、しばしば患者の死亡リスク
を過大評価する。

スコアリングを用いる以外の手法として、電子カルテから取得したバイタルサイン、検査データ、

看護記録などに対して機械学習的アプローチを用いる予測手法の提案が行われている。Lehmanら
は心拍数など高頻度で観測されるバイタルサインから特徴量を抽出し、重症度スコアと併用する事

で予測の精度が向上する事を示した [8]。Lehmanや Ghassemiらは、ICU入室後 24時間以内の
看護記録に対して潜在トピック推定を行っている。両者とも重症度スコアに潜在トピック推定から

得た特徴量を加える事で予測の精度が向上する事を示している [9]、[10]。Cavalleroらは、バイタ
ルサイン、血液検査、看護記録を一般化状態空間モデルを用いて統合し、死亡リスクのオンライン

3投薬など治療に関するデータも記録されているが、本研究では使用しない為除外した。
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評価を行った [11]。電子カルテに記録されたデータ、機械学習を用いた転帰予測手法の開発は多く
の研究が行われている。

これらの研究の多くは ICU入室患者全体を対象とした転帰予測を行っているが、ICUに入室し
た患者はそれぞれ異なる疾患を持ち、疾患や患者の背景によって予測性能が大きくばらつく事が知

られている。その為、個別の疾患に焦点を当てた予測システムを構築する事が望ましい。

2.2 敗血症患者の転帰予測

敗血症患者の転帰を予測する為に、スコアリングシステムを利用する手法が用いられてきた。

MEDS（Mortality Emergency Department Sepsis:MEDS）スコアを用いた研究 [12]や、SOFA
（Sequential Organ Failure Assessment:SOFA）スコア [13]を用いた予測 [14]などがそれに該当
する。

機械学習的アプローチを用いた研究も行われている。Taylorらは 4676人の敗血症患者から得ら
れた 500の変数に対してランダムフォレストを適用する事で、決定木分析やロジスティック回帰で
予測を行った場合よりも、予測精度が向上すると報告している [15]。他にも、血圧や呼吸数を特徴
量として、サポートベクターマシンやナイーブベイズ分類器による学習、予測を行い、その有用性

について検討した Gultepeらの研究がある [16]。しかし、これまで行われてきた敗血症患者の転
帰予測に関する研究は、定量データのみを用いた予測を行っており、本研究の様に、予測の際に看

護記録を利用した研究は見受けられない。

3 システム構築

本章では、システムの詳細について述べる。システムは特徴量抽出、予測という 2つの段階から
成り立つ。

第一段階の特徴量抽出では、入室後 24時間で電子カルテに記録されたデータから、基礎特徴量、
状態比率、トピック比率の 3種類を抽出する。基礎特徴量は、医師が標準的に診断に用いる変数
である。状態比率は、バイタルサインから抽出される特徴量である。バイタルサインの変動は、自

律神経など体内の制御システムの変動に由来する。制御システムは治療などの外部要因と、病状の

進行など内部要因との相互作用により複数の変動パターンを持ち、それらの混合で構成される。そ

して、特定の変動パターンが敗血症患者の転帰に関連すると指摘されている [17]。我々は、制御シ
ステム及びバイタルサインの変動が複数の自己回帰モデルの混合により表す事が出来ると仮定し、

各自己回帰モデルが混合している割合を状態比率として抽出する。トピック比率は看護記録から抽

出される特徴量である。看護記録の潜在トピック推定を行い、患者ごとの各トピックの比率を特徴

量とする。

第二段階の予測では、第一段階で得た 3種類の特徴量を組み合わせて、サポートベクターマシン
の学習、予測を行う。
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3.1 特徴量抽出

3.1.1 基礎特徴量の抽出

ICUの医療スタッフは、デモグラフィック変数や、重症度スコアを参考に患者の状態を判断する。
そこで、性別、年齢、BMIの 3つのデモグラフィック変数と、APACHE II、SAPS II、SOFAスコ
アの 3つの重症度スコアを基礎特徴量として用いる。SAPS II、APACHE IIは患者の ICU内死亡
のリスク評価に広く用いられている。SOFAスコアは、神経系や臓器障害を点数化し、重症度を判
定する事を目的としたスコアであり、敗血症患者の転帰予測に有用であるという報告がある [14]。
この 6種類の変数を基礎特徴量として患者ごとに抽出し、抽出した特徴量を {BL

(n)
l }Nn=1、(l = 1

、2、· · ·、6)とおく。ここで添え字 nは患者を表す添え字であり、n = 1、2、· · ·、N である。

3.1.2 Switching AR modelと状態比率

SARM（Switching Autoregressive Model:SARM）によるバイタルサインのモデリングと、それ
に基づく状態比率の抽出について説明する。状態比率の抽出は、Lehmanらの方法に沿って行う
[8]。バイタルサインは 1分に 1回の頻度で観測される一次元時系列データであると仮定し、患者 n

における t期の観測値を x
(n)
t と表す。tについては、t = 1、2、· · ·、T (n)である。ここで、患者 nに

ついて観測されたバイタルサイン系列を x(n) ≡ {x(n)
1 、x

(n)
2 、· · ·、x

(n)

T (n)}と表す。また、{x(n)}Nn=1

をコホートバイタルサインと呼ぶ。

SARMは隠れマルコフモデルの一種であり、K 個の隠れ状態の遷移に伴う自己回帰（Autore-
gressive:AR）モデルの切り替わりによって、コホートバイタルサイン {x(n)}Nn=1をモデリングす

る。K 個の ARモデルに関するパラメータは、係数行列と分散共分散行列であるが、係数行列を
{A(k)

p }Kk=1、(p = 1、2、· · ·、P )、分散共分散行列を {Q(k)}Kk=1とする。添え字 pは ARモデルの次
数を表す。隠れ状態の遷移については。s

(n)
t を患者 nの t期における隠れ状態とし、患者 nの隠れ

状態の系列を s(n) ≡ {s(n)1 、s
(n)
2 、· · ·、s

(n)

T (n)}と表す。また、s
(n)
t はマルコフ過程に基づいて遷移す

ると仮定する。状態遷移に関するパラメータは、状態の初期分布と状態遷移行列であるが、状態の

初期分布を {π(n)}Nn=1、状態遷移行列を Z とする。ここで、状態の初期分布 {π(n)}Nn=1は患者ごと

に固有だが、状態遷移行列 Z、ARモデルの係数行列 {A(k)
p }Kk=1、(p = 1、2、· · ·、P )、分散共分散

行列 {Q(k)}Kk=1 は患者間で共通である事を注記しておく。これは、各患者のバイタルサインはK

個の患者間に共通の ARモデルの混合で表現されるが、患者毎に隠れ状態の混合の比率が異なるた
め、得られる観測値の系列に変化が生じる事を意味する。

{s(n)}Nn=1 が既知ならば、x
(n)
t は定義したパラメータを用いて次の様に表す事が出来る。

x
(n)
t =

P∑
p=1

A
(s

(n)
t )

p x
(n)
t−p + w

(s
(n)
t )

t

w
(s

(n)
t )

t は分散共分散行列にQ(s
(n)
t )を持つ正規ノイズ項である。しかし、実際には {s(n)}Nn=1は潜

在変数であり、観測する事が出来ない。その為、EM（Expectation-Maximization:EM）アルゴリ
ズムを用いて、尤度を最大化するパラメータと、s

(n)
t が状態 kを取る事後確率 Pr(s

(n)
t = k)をす

べての n、t、kに対して求める。SARMにおける EMアルゴリズムの実装については、Murphyに
より紹介されている方法を用いる [18]。EMアルゴリズムは 2つのステップからなり、その 2つの
ステップを反復する事で、尤度を最大化するパラメータと隠れ状態の事後確率を推定する。第一

ステップにあたる Eステップでは、forward-backwardアルゴリズムを用いて、隠れ状態の事後確
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率 Pr(s
(n)
t = k)を計算する。第二ステップにあたる Mステップでは、直前の Eステップで得た

Pr(s
(n)
t = k)を所与として、尤度を最大化するようにSARMのパラメータZ、{A(k)

p }Kk=1、(p = 1、2

、· · ·、P )、{Q(k)}Kk=1、{π(n)}Nn=1を求める。EMアルゴリズムを行う際に隠れ状態の個数Kと、AR
モデルの最大次数 P は分析者が指定する必要がある為、AIC（Akaike’s Information Criterion:AIC）
[19]が最小となったモデルを選択する。

AICによるモデル選択を行った後に、状態比率MP
(n)
k を特徴量として抽出する。状態比率は、

患者 nのバイタルサイン系列 x(n) のうち、k個目の ARモデルが混合している比率を示す量であ
る。EMアルゴリズムの Eステップで得られる Pr(s

(n)
t = k)を用いて次の様に計算される。

MP
(n)
k =

1

T (n)

T (n)∑
t=1

Pr(s
(n)
t = k)

このMP
(n)
k をすべての n、kに対して計算し、予測の際の特徴量とする。

3.1.3 トピック比率

看護記録からのトピック比率抽出について説明する。対象は、ICU入室後 24時間以内に記録さ
れた全ての看護記録である。通常、ICUのスタッフは一日の間に一人の患者につき複数回看護記録
を記入する。その複数の看護記録をまとめて一つの文書とする。患者ごとに文書を生成した後に、

形態素解析を行う。形態素解析とは、単語の品詞情報等に基づき文書を最小単位である形態素に分

解し、形態素の品詞を判別する為の解析である。形態素解析の際に、名詞、形容詞と判別された形

態素を抽出し、文書を再構成する。再構成の結果得られた患者 nに関する文書を d(n) とする。

その後に、文書集合{d(n)}Nn=1に対して潜在的ディリクレ配分法（Latent Dirichlet Allocation:LDA）
を用いて潜在トピック推定を行う [20]。LDAは、文書がM 個の潜在的なトピックを持ち、それら

のトピックを媒介して単語が生成される事を仮定したトピックモデルである。LDAでは、文書にお
けるトピックの出現分布と、各トピックにおける単語の出現分布に多項分布を仮定し、事前分布に

ディリクレ分布を仮定する事で潜在トピック推定を可能にしている。潜在トピック推定には、周辺化

ギブス・サンプリングを用いる。トピックの出現分布に関する事前分布のハイパーパラメータ αは

α = 50
numberTopics、単語の出現分布に関する事前分布のハイパーパラメータ βは β = 50

numberV ocab

とする。ここで、numberTopicsは潜在トピックの個数、numberV ocabは文書集合内のユニーク

な単語の数である。周辺化ギブス・サンプリングの反復回数は 5000回とする。トピック推定で得
られた d(n)における潜在トピックmの比率を TP

(n)
m 、(m = 1、2、· · ·、M)とする。潜在トピック

の個数M は、第二段階で行う予測の精度に基づき決定する。

3.2 予測

第二段階では、第一段階で抽出した特徴量を組み合わせて計画行列を構成し、サポートベクター

マシン（Support Vector Machine:SVM）[21]の転帰に対する学習と、それに基づく予測を行う。
SVMは二値判別の為のアルゴリズムであり、カーネルトリックを用いて非線形の識別関数を構成
出来る。SVMのカーネル関数としてはガウシアンカーネルを採用する。
図 1にシステムの概観を、表 2に構築した 4種類のシステムとその特徴量の組み合わせを示す。

電子カルテからデモグラフィック変数、コホートバイタルサイン {x(n)}Nn=1、検査データ、文書集

合 {d(n)}Nn=1 を取得し、特徴量抽出を行う。抽出した基礎特徴量 BL
(n)
l を (n、l)要素に持つ配列
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図 1: システムの概観

表 2: 実験に用いたシステム一覧
　候補 BL MP TP

システム 1 ○

システム 2 ○ ○

システム 3 ○ ○

システム 4 ○ ○ ○

をBL、状態比率MP
(n)
k を (n、k)要素に持つ配列をMP、トピック比率 TP

(n)
m を (n、m)要素に

持つ配列を TP とする。システム 1はBLのみを用いて、システム 2はBL、MP を用いて、シス

テム 3は BL、TP を用いて、システム 4は 3種類の特徴量すべてを用いて転帰に対する学習、予
測を行う。システム 1、2は定量データのみを用いる従来型のシステムである。対して、システム
3、4は従来の手法とは異なり、看護記録からの特徴量を用いる予測システムである。

4 実証実験

本章では、東北大学病院 ICUの実データを用いたシステムの実証実験について述べる。前半部
では、使用したデータセットや予測の評価方法など実験条件について、後半部では、実証実験の結

果について述べる。本文中における解析は全て R（ver．3．3．1）を用いて行った。

4.1 実験条件

4.1.1 データセット

データセットには、東北大学病院 ICUから収集したデータを用いた。対象は、2008年 1月から
2015年 1月の間に ICUに入室し、かつ、敗血症の診断基準 Sepsis-3[22]を満たす 20歳以上の患
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者 137名である。ただし、我々が構築したシステムは入室後 24時間以内の全てのデータを用いて
予測を行うため、診断基準を満たしていても、ICU滞在時間が 24時間未満である患者については
除外している。予測の対象となる転帰については ICU内死亡、入室後 28日死亡の 2種類とした。
転帰が ICU内死亡となった患者は 21人 (15.3%)、入室後 28日死亡となった患者は 25人 (18.2%)
であった。第一段階の特徴量抽出に必要なデモグラフィック変数、検査データ、バイタルサイン、

看護記録については各患者の電子カルテから取得した。

4.1.2 データの前処理

取得したデータから、状態比率、トピック比率を抽出するために、バイタルサイン、看護記録に

対して行った前処理について説明する。

まず、バイタルサインに対して行った処理について説明する。東北大学病院 ICUでは、20種類
のバイタルサインが 3秒に 1回の頻度で記録されている。状態比率の抽出対象となるバイタルサ
インを決定する必要があるが、平均血圧（Mean Arterial Pressure:MAP）を対象とした。電子カ
ルテから入室後 24時間以内の MAPを取得するが、その際に、MAPが 20mmHg未満、または、
200mmHgより大きい観測値は欠損値として処理した。次に取得したMAPの系列を、1分間の中
央値の系列へと変換した。4ICU内で観測されるバイタルサインは多くの欠損を含む為、MAPの中
央値の系列にも欠損が生じる。その為、MAPの中央値の系列から、欠損を含まない最も長い部分
時系列を切り出し、SARMを適用する為、線形トレンドを取り除いた。トレンドを除去した部分
時系列の中で、|x(n)

t − x
(n)
t−1| > 30となった場合、x

(n)
t を欠損値と見なし、状態空間モデルにより

補完した。状態空間モデルによる欠損値の補完については、Petris[23]らの方法に従った。
次に、看護記録の処理について述べる。まず、入室後 24時間以内のすべての看護記録を電子カ
ルテから取得し、患者ごとに一つの文書に統合する。その後、オープンソースの形態素解析環境

MeCab、RMeCab[24]を用いて形態素解析を行い、名詞、形容詞を抽出した。結果として、3927
個の看護記録から、137個の文書、3616個のユニークな単語を抽出した。

4.1.3 評価指標

予測性能の評価指標には、AUC（Area Under the ROC Curve）、感度、特異度を用いた。AUC
は、学習したシステムを用いて転帰予測を行った時に正解数が不正解数よりも大きくなる確率を

表しており、分類器の性能の良さを表す指標として用いられる。完全にランダムに判別を行った時

AUCの値は 0．5となり、値が 1に近いほど高い判別能力を持っている。感度、特異度はそれぞれ
次の様に定義される。

感度 =
TruePositive

TruePostive+ FalseNegative

特異度 =
TrueNegative

TrueNegative+ FalsePositive

ここで、TruePositiveはシステムが死亡と予測し、実際の転帰が死亡だった患者の合計、FalsePostive

は死亡と予測し、実際の転帰が生存だった患者の合計、TrueNegativeは生存と予測し、実際の転

帰が生存だった患者の合計、FalseNegativeは生存と予測し、実際の転帰が死亡だった患者の合

計を示す。感度が高い事は、転帰が死亡である患者を誤って生存と予測する可能性が低い事を意味

しており、特異度が高い事は、転帰が生存である患者を誤って死亡であると予測する可能性が低い

4本研究における SARMは、バイタルサインが 1分間に 1回記録される事を仮定している。しかし、東北大学病院 ICU
ではバイタルサインは 3 秒に 1 回の頻度で記録される為このような処理を行った。
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表 3: 基礎特徴量の群間差:ICU内死亡
特徴量 生存群 　死亡群

年齢 66.8 ± 12.8 66.2 ± 11.8
性別 (人) 75 (64.1%) 19 (90.4%)
BMI 21.9 ± 4.22 21.8 ± 3.89
SAPS II 40.1 ± 12.1 47.0 ± 11.6
APACHE II 23.1 ± 5.63 24.9 ± 6.57
SOFA 7.33 ± 3.10 9.76 ± 3.71

表 4: 基礎特徴量の群間差:入室後 28日死亡
特徴量 生存群 　死亡群

年齢 67.1 ± 12.8 64.6 ± 11.7
性別 75 (66.3%) 19 (76.0%)

BMI 22.1 ± 4.19 21.7 ± 4.09
SAPS II 40.7 ± 12.3 43.2 ± 12.3
APACHE II 22.8 ± 5.42 25.9 ± 6.78
SOFA 7.35 ± 3.11 9.28 ± 3.73

図 2: 隠れ状態の混合比率とMAP中央値系列の推移

事を意味する。

4.2 結果

4.2.1 特徴量抽出結果

第一段階の特徴量抽出では、3種類の特徴量抽出をデータに対して行った。基礎特徴量の抽出結
果を表 3、4に示す。性別についてはカイ二乗検定、その他の変数についてはWelchの t検定を
行った。転帰が ICU内死亡の時、性別、SAPS II、SOFAについて、転帰が入室後 28日死亡の時、
APACHE II、SOFAについて生存群、死亡群の間に有意差が存在していた。5

状態比率は、ARモデルの最大次数の候補をP = [3，4，5]、隠れ状態数の候補をK = [2，3，· · ·，30]
とし、その組み合わせをモデル候補とした。EMアルゴリズムにより事後確率とパラメータの推定
を行い、AICを算出した。AICによるモデル選択の結果、最適なモデルとして、P = 3，K = 8の

モデルが選択された。ある患者の (1)MAP中央値の推移（MAP median series）、(2)各時点にお

5性別は男性ならば 1、女性ならば 0 をとるダミー変数である。
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表 5: 評価指標の比較：ICU内死亡
候補 AUC 感度 特異度

システム 1 0.581 0.639 0.656
システム 2 0.546 0.523 0.738
システム 3 0.732 0.634 0.808
システム 4 0.725 0.667 0.795

表 6: 評価指標の比較：入室後 28日死亡
候補 AUC 感度 特異度

システム 1 0.587 0.630 0.658
システム 2 0.556 0.683 0.635
システム 3 0.695 0.709 0.769
システム 4 0.670 0.852 0.590

ける 8つの ARモデルの混合する割合 {Pr(s
(n)
t = k)}8k=1の推移（Mixing rates series）を図 2に

示す。血圧の推移傾向が変化する前後で、ARモデルの混合する割合が変動している事が分かる。
トピック比率の抽出に関して、潜在トピック数をM = [10，20，· · ·，50]とし、LDAを用いて潜在

トピック推定を行った。その際に、Rパッケージ ldaを用いて潜在トピック推定を行い、トピック
比率を抽出した。第二段階で得た AUCに応じて、潜在トピック数を 20とした。

4.2.2 予測結果

第二段階の予測では、2種類の転帰それぞれに対して、SVMの学習、予測を行った。それぞれ
の転帰に関する評価指標の値を表 5、6に示す。表には 3-fold cross validationの元で計算した評
価指標の値を記載している。

ICU内死亡に関する予測の比較

システム 3において、AUCが 0.732、特異度が 0.808で最大となった。感度はシステム 4にお
いて最大となり、0.667であった。一方で、定量データのみを用いるシステム 1、2は、トピック
比率を用いるシステムと比較すると AUC、特異度が低い値を取っている。AUCが最大となるシス
テム 3と、最も低い値をとったシステム 2では約 0.18の差があった。感度については、システム
2、4の間に約 0.14、特異度についてもシステム 1、3の間に約 0.15の差がある。

入室後 28日死亡に関する予測の比較

転帰を入室後 28日死亡とした時の予測についても、システム 3において AUCが 0.695、特異度
が 0．769となり、4つのシステムの中で最大となった。感度はシステム 4の 0.852が最大であっ
た。システム 4については、AUCについても 0.670とシステム 3に次ぐ値であるが、ICU内死亡
と比較して差が大きくなっている。一方で，システム 1、2については、ICU内死亡と同様に、ト
ピック比率を用いるシステムと比較して評価指標は低い値を取った。AUCが最大となるシステム
3と、最も低い値をとったシステム 2では 0.14程度の差があった。感度については、システム 1、
4の間に約 0.22、特異度については、システム 3、4の間に約 0.17の差があった。

5 考察

本章では、システムの有効性について考察する。敗血症患者の予後を改善する上で、転帰予測の

正確性、予測を行うタイミングが重要になる。5．1節では、実証実験の結果をもとに正確性に関
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する議論を行い、5．2節では予測を行うタイミングについて議論する。最後に、看護記録を用い
るシステムの臨床的意義を述べる。

5.1 正確性

AUCの面で、トピック比率を用いるシステム 3、4は、どちらの転帰を予測する場合でも、定量
データのみを用いるシステム 1、2よりも高い値を示した。すなわち、トピック比率を用いる予測
は、従来手法よりも正確に患者の転帰を予測できる。

感度については、2種類の転帰両方で、3種類すべての特徴量を用いるシステム 4が最大となっ
た。感度の高いシステムは、死亡リスクの高い患者を見落とす可能性が低くなる。すなわち、シス

テム 4は、他のシステム候補と比べて、重症化し得る患者をより鋭敏に検知出来る。
特異度については、2種類の転帰両方で、システム 3が最大となった。特異度が高いシステムは、

死亡リスクの低い患者に対して誤って死亡アラートを出す可能性が低くなる。敗血症の治療におい

て、軽症な患者に対する過剰な抗菌薬投与は、死亡リスクを増大させる可能性が指摘されている。

[7]。過剰な治療を導かないという点で、システム 3は他のシステム候補に勝る。
以上より、AUC、感度、特異度の面で、トピック比率を用いるシステム 3、4は、定量データの

みを用いるシステムと比較して、より正確に患者の転帰を予測出来る。

5.2 予測のタイミング

ICU内の医師は、患者の重症度を評価し、介入に関する意思決定を行う。患者の重症度を評価す
る為に、SAPS IIや APACHE IIなどが一般的に用いられている。これらのスコアは、患者が ICU
に入室してから 24時間が経過した時点で計算される。また、敗血症患者の転帰予測に関する研究
の多くは、入室後 24時間のデータを用いて行われる。我々が構築した 4つのシステムも、重症度
スコアの計算や、従来の研究と同じタイミングで予測を行っている。その為、医師は、従来手法と

比較して、遅れる事なく患者への介入内容を決定できる。

5.3 臨床的意義

ICUの医療スタッフは一人につき複数人の患者を担当する。また、電子カルテ内のデータは手動
で入力が行われている物も多い。その為、意思決定支援システムは、医療スタッフのデータ入力に

関する負担が小さい物が望ましい。システム 3、4で用いた看護記録は、通常の業務ルーティンの
中で記入される。その為、転帰予測に看護記録を利用する事は、医療スタッフに新たなデータの入

力を要求しない。

以上より、看護記録から抽出したトピック比率を用いるシステム 3、4は、従来の手法と同じタ
イミングで、かつ、医療スタッフの負担を大きくする事なく、より正確に敗血症患者の転帰を予測

出来る。

6 むすび

本研究では、電子カルテ内の看護記録を含む異質なデータを統合した敗血症患者の転帰予測シス

テムを構築した。そして、看護記録から抽出したトピック比率を用いるシステムが従来手法と同じ
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タイミングで、医療スタッフの負担を大きくする事なく、かつ、より正確に転帰を予測出来るとい

う意思決定支援システムとして有効性を持つ事を示した。

今後の研究の発展として、SARMにおける患者毎の異質性を導入したモデルの開発が挙げられ
る。本研究では、SARMにおける状態遷移行列は患者間で共通である事を仮定したが、各患者は
年齢や合併症などに応じて、それぞれ異なる治療を受ける。その為、状態遷移行列も個人ごとに異

なる可能性を持つ。各患者の異質性を反映したモデルへと SARMを拡張する事で、バイタルサイ
ンをより精緻にモデル化し、予測精度の更なる向上を図る。
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